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Résumé
Ce travail se situe dans la cadre de l’analyse d’image aérienne Très Haute
Résolution. Il s’articule autour des méthodes d’analyse de la texture et tout
particulièrement autour des méthodes multi-échelles. Après un bref état de l’art
sur les méthodes classiques d’analyse de la texture, nous présentons plusieurs
méthodes de caractérisation des textures multi-échelles. Nous décrivons de même
comment les utiliser en analyse d’images. Nous proposons enfin, un modèle
d’analyse de textures multi-échelle.

keywords : texture, multiscale analysis, wavelets, pyramidal decomposition,
segmentation.

Abstract
This study is based upon very high resolution aerial image analysis. It is orien-
ted towards texture analysis method and more precisely towards multiscale me-
thods. After a brief state of art on classical texture Analysis methods, a couple
of multiscale texture characterization methods will be introduced to you in this
document. We’ll also go through a description of their use in image analysis.
We’ll then follow up with a model of multiscale texture analysis to end up this
document.
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4.5.1 Méthodologie de test . . . . . . . . . . . . . . . . . . . . . 55
4.5.2 Résultats . . . . . . . . . . . . . . . . . . . . . . . . . . . 55

4.6 Perspectives . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 69

Conclusion 70

Annexe A : Les espaces de Fourier 71
La Transformée de Fourier . . . . . . . . . . . . . . . . . . . . . . . . . 71
Les fonctions de transfert . . . . . . . . . . . . . . . . . . . . . . . . . 71
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Introduction
Un pixel est caractérisé par son emplacement sur l’image et son intensité

(couleur, niveau de gris...). Qu’en est-il donc d’une texture ?

Tout d’abord il faut distinguer deux types de textures : Les macro-textures
et les micro-textures. Cet état de l’art se consacre à l’étude de ce second type
de textures. Les premières sont caractérisées par une figure géométrique qui
se répete plus ou moins régulièrement alors que les secondes sont caractérisées
par une certaine homogénéité statistique. Dans ce cas, un élément de texture
peut être considéré comme un ensembe de pixels voisins les uns des autres, ca-
ractérisés par la manière dont sont distribuées les intensités de ces pixels.

Il n’est donc pas possible de localiser précisement une texture car ses contours
sont flous. De même elle est intuitivement décrite par sa finesse (ou grossièreté),
sa régularité, sa douceur ou bien même son orientation. Pour l’étudier de manière
formelle, il est donc nécéssaire de retraduire ces descripteurs sous forme de for-
mules.

De nombreuses méthodes permettent d’extraire les caractéristiques des tex-
tures dans une image. La progression constante de la résolution des images et
d’une manière générale de la puissance des ordinateurs permet d’utiliser plus
efficacement ce paramètre à des fins descriptives. A cette évolution du matériel
est jointe l’émergence de nouvelles techniques de représentation des textures.
Celles-ci sont basées sur les analyses espace-fréquence et tout particulièrement
sur l’analyse espace-échelle. Elles permettent une étude locale du spectre de
l’image. Une texture fine y est associée à des hautes fréquences quand une tex-
ture grossière est associée à des basses fréquences.

Ce rapport se divise en quatres chapitres. Le premier traite des méthodes
classiques d’analyse de la texture. Le deuxieme présente les techniques de décompositions
multi-échelles les plus souvent utilisées en analyse d’image. Le troisième présente
des méthodes d’extraction des paramètres de texture à partir de décompositions
multi-échelles. Enfin, nous présentons dans le quatrième chapitre notre approche
de l’analyse des textures en multi-échelle.
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Chapitre 1

Méthodes d’analyse des

textures

Ce chapitre présente les méthodes les plus communément utilisées en analyse
de la texture. Il ne se veut pas exaustif.

1.1 Méthodes statistiques

Les méthodes statistiques consistent à étudier les relations entre chaque pixel
et ses voisins. Ces méthodes sont adaptées à l’étude des structures fines sans
régularité apparente. Trois grandes classes de méthodes seront étudiées. Celles
du premier ordre, celles d’ordre deux et celles d’ordre supérieur, l’ordre d’une
méthode étant ici le nombre de pixels mis en jeu l’évaluation de chaque résultat.

1.1.1 Méthodes d’ordre un

L’analyse des régions d’une image par une méthode d’ordre un s’effectue
directement à partir des niveaux de gris des pixels de l’image. Chaque pixel de
la région sera donc représenté par une valeur commune à la région. Dans les
calculs qui suivent, on étudira l’image dans une fenêtre g. Cette fenêtre contient
N pixels. Les paramètres d’étude les plus souvent utilisés sont la moyenne, la
variance, l’applatissement, la dissymétrie et le rapport signal-bruit.

Moyenne

La moyenne donne le niveau de gris moyen dans la fenêtre :

MOY =
1

N

∑

i,j

g(i, j)

Variance

La variance donne l’écart carré moyen des niveaux de gris par rapport à la
moyenne :
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V AR =
1

N

∑

i,j

(g(i, j) −MOY )2

Applatissement

SKEW =
1

N

∑

i,j

(g(i, j) −MOY )3

Dissymétrie

La Dissymétrie caractérise la forme du sommet de l’histogramme des niveau
de gris de l’image. Plus celle-ci est faible, plus le sommet est arrondi.

KURT =
1

N

∑

i,j

(g(i, j) −MOY )4

Rapport signal-bruit

Le rapport signal-bruit rend compte de l’hétérogénéité d’une texture.

SNR =
MOY√
V AR

Conclusion

Les méthodes statistiques d’ordre 1 permettent une étude simple et rapide
des textures. Cependant elle ne permettent pas détudier les relations entre deux
pixels (utile pour la directivité par exemple). Des présentations plus poussées
de ces méthodes pouront être trouvées dans [1] et [2]. On trouvera dans [3] une
comparaison des méthodes statistiques d’ordre 1 contre celles d’ordre 2.

1.1.2 Matrices de coocurences

Les matrices de coocurences sont une méthode d’ordre deux. En effet, chaque
résultat met en valeur les relations entre deux pixels. Les matrices de coocu-
rences représentent donc les dépendances spatiales des niveaux de gris.

Construction

Pour une image contenant G niveaux de gris, la matrice de coocurence est
une matrice M de taille G ∗G. Elle est construite de cette sorte :

1. On fixe une distance d et une direction θ.

2. Initialisation de la matrice M(d, θ) à zéro.

3. Pour chaque pixel P0, on fait correspondre le pixel P1 situé à la distance
d de P0 dans la direction θ. Soient alors ndg0 et ndg1 les niveaux de gris
dans les cases P0 et P1. On incrémente donc la case (ndg0, ndg1) de la
matrice M(d, θ).

9



La formulation exacte de M(d, θ) est :

M(d, θ) =
#(x, y), (x′, y′)|(x, y)R(x′, y′), I(x, y) = i, I(x′, y′) = j

#(x, y), (x′, y′)|(x, y)R(x′, y′)

où la relation (x, y)R(x′, y′) est vraie si les pixels (x, y) et (x′, y′) sont distants
de d dans la direction θ.

Exemple de construction

Par exemple, on considère cette petite image codée en huit niveaux de gris :

1 2 1 3 4
2 3 1 2 4
3 3 2 1 1

La matrice de coocurence M(1, 135o) associée est :

0 1 2 3 4 5 6 7
0 0 0 0 0 0 0 0 0
1 0 1 2 0 0 0 0 0
2 0 1 0 1 0 0 0 0
3 0 1 1 0 0 0 0 0
4 0 0 0 1 0 0 0 0
5 0 0 0 0 0 0 0 0
6 0 0 0 0 0 0 0 0
7 0 0 0 0 0 0 0 0

Matrice symétrique associée

A la matrice M(d, θ), on peut associer :

Sθ(d) =
1

2
[M(d, θ) +M(d, θ + 180)]

Cette matrice est symétrique. Si les textures de l’image sont grossières, les
valeurs de la matrice sont concentrées sur la diagonale. Si par contre les textures
sont fines, les valeurs de la matrice sont dispersées.

Extraction des paramètres

L’interprétation des matrices de coocurences demande d’en extraire des pa-
ramètres. Ceux-ci sont nombreux et calculés directement sur les matrices. On
compte parmi eux l’énergie, la corrélation, l’inertie, l’entropie.

Efficacité de la méthode

La méthode des matrices de coocurences, bien que donnant de bons résultats
d’analyse est peu adaptée à une étude détaillée de la texture car elle demande
beaucoup de calculs. En effet, étudier les relations pour plusieurs distances et
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dans plusieurs directions, demande le calcul de nombreuses matrices de coocu-
rences, chaque calcul étant déjà relativement lourd. Cette méthode reste malgré
tout très courante en analyse de texture.

Tout comme pour les méthodes d’ordre un, les matrices de coocurences sont
présentées dans [2] et [4]. De nombreux articles utilisent les matrices de coocu-
rences pour identifier et classer les textures ou bien pour segmenter une image
selon ses textures (voir [5] [3] [6] [7]).

Enfin, on peut noter qu’une alernative aux matrices de coocurences en plus
rapide existe. Ce sont les matrices de caractéristiques statistiques (voir [1]).
La première étape de cette méthode est de calculer la différence entre l’image
étudiée et sa translatée. On en ressort ensuite directement le contraste, la cova-
riance et la dissimilarité de l’image ou d’une région de l’image.

1.1.3 Longueurs de plage

Les longueurs de plage (ou isosegments) est une méthode d’ordre supérieur.
On appel une plage un ensemble de pixels consécutifs et dans un direction donnée
ayant le même niveau de gris. La longueur d’une plage est alors le nombre de
pixels pour une plage donnée.

L’objet qui caractérise les textures dans cette méthode est alors un ensemble
de matrices Pθ = (pθ(i, j)). Chaque case (i, j) de la matrice Pθ contient le
nombre de plages de longueur j et de niveau de gris i dans la direction θ.

Tout comme pour les méthodes vues précédement, les longueurs de plages
peuvent être étudiées sur toute l’image ou bien sur des régions précises. Il est
pour cela nécéssaire d’en extraire quelques attributs :

Soient L le nombre de niveaux de gris dans l’image et nθ la longueur de
corde maximale dans la région étudiée et dans la direction θ.

– nombre de longueurs de plage :

SLP =

L−1∑

i=0

nθ∑

j=1

pθ(i, j)

– proportion de petites plages :

RF1 =
1

SLP

L−1∑

i=0

nθ∑

j=1

pθ(i, j)

j2

– proportion de grandes plages :

RF2 =
1

SLP

L−1∑

i=0

nθ∑

j=1

j2pθ(i, j)

– hétérogénéité des niveaux de gris :

RF3 =
1

SLP

L−1∑

i=0

(

nθ∑

j=1

pθ(i, j))
2
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– hétérogénéité des longueurs de plage :

RF4 =
1

SLP

nθ∑

j=1

(

L−1∑

i=0

pθ(i, j))
2

– pourcentage de plages :

RF5 =
SLP

K

avec K le nombre total de pixels dans la région.
Tout comme pour les matrices de coocurences, cette méthode permet une

bonne caractérisation des textures des régions. Cependant, elle reste relative-
ment lente et est efficace sur des images comportant peu de niveaux de gris. Elle
est ainsi peu rencontrée dans les articlces récents cependant elle est se retrouve
dans des états de l’art ou bien des études comparatives (voir [4] [1] [8]).

1.1.4 L’autocorrélation

Une autre méthode simple de description des textures est l’autocorélation.
Pour une image F , au point (i, j), elle se calcule par :

A(ε, η; i, j) =

i+W∑

m=i−W

j+W∑

n=j−W

F (m,n)F (m− ε, n− η)

i+W∑

m=i−W

j+W∑

n=j−W

(F (m,n))2

Pour caractériser les résultats, il est par exemple possible de calculer les
moments seconds :

T (j, k) =
T∑

ε=−T

T∑

η=−T

ε2η2A(ε, η; j, k)

D’une manière générale, la fonction d’autocorélation diminue d’autant plus
lentement lorsque ε et η grandissent que la texture est grossière. [4] présente
cette méthode et [8] la compare à d’autres méthodes (dont les coocurences).

1.2 Méthodes fondées sur un modèle

Les méthodes fondées sur un modèle décrivent la texture par un modèle pro-
babiliste. Celle-ci est alors caractérisée par les paramètres de ce modèle.

Parmis ces modèles, les principaux sont le modèle autorégressif (AR), et
les modèles Markoviens. Ils sont souvent rencontrés dans la segmentation ou la
classification d’images texturées (cf [9] [10] [11] [12] [13]).
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1.2.1 Le modèle autorégressif

Présentation

Le modèle autorégressif (AR) considère une interaction entre l’intensité de
chaque pixel de l’image et la somme pondérée des intensités de ses voisins. En
prenant l’image I comme un champ aléatoire, le modèle AR se défini par :

I(x) = µ+
∑

r∈D

θ(r)I(x + r) + ε(x)

où x est un point de l’image,D définit un voisinage (exemple : (1, 0), (−1, 1)),
ε(x) est une variable Gaussienne de moyenne nulle, µ est le biais (inutilisé pour
la segmentation) et les θ(r), r ∈ D sont les paramètres du modèle.

Les différentes textures sont caractérisées par les différentes dépendances de
voisinage, elles mêmes représentées par les différents paramètres du modèle. Ces
paramètres se retrouvent le plus souvent en utilisant les moindres carrés.

Exemple

On considère le voisinage D = {(0,−1), (−1,−1), (−1, 0), (−1, 1)}. Ce sont
les points remplis pour le point s dans la figure 1.1 .

I I I

I (  )

(  ) (  ) (  )

s

s s s

s1

2 3 4

Fig. 1.1 – Voisinage D du point s

Le modèle comprend alors cinq paramètres inconnus (les quatre θ et l’erreur
ε)

Pour chaque s, les points voisins considérés sont donc :

(I(s+(0,−1)), I(s+(−1,−1)), I(s+(−1, 0)), I(s+(−1, 1))) := (I1(s), I2(s), I3(s), I4(s))

Les paramètres correspondants sont alors :

(θ(0,−1), θ(−1,−1), θ(−1, 0), θ(−1, 1)) := (θ1, θ2, θ3, θ4)

Pour le point s, le modèle est ainsi représenté par :

I(s) = (I1(s), I2(s), I3(s), I4(s))




θ1
θ2
θ3
θ4


+ ε(s)
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Le problème est d’estimer au mieux les θ qui minimiseront ε. Si on ne tient
compte que d’un seul point, il existe une infinité de solutions pour lesquelles ε
est nul. Cependant, pour caractériser les textures d’une région, il faut prendre
en compte tous les points sj de cette région (avec j = 1, · · · , N et N le nombre
de points de la région). Le problème se modélise alors par :




I(s1)
...

I(sj)
...

I(sN )




=




I1(s1) I2(s1) I3(s1) I4(s1)
...

...
...

...
... I2(sj)

...
...

...
...

...
...

I1(sN ) I2(sN ) I3(sN ) I4(sN )







θ1
θ2
θ3
θ4


+




ε(s1)
...

ε(sj)
...

ε(sN )




soit : y = XΘ + ε

On cherche toujours à minimiser les ε. En supposant N > 4, ce qui est très
souvent le cas, le problème à résoudre est surdéterminé. Il n’est pas possible de
trouver des θ qui annulent tous les ε. On va donc minimiser la somme de leur
carré :

min
Θ

||ε||2 = min
Θ

||y −XΘ||2

La solution optimale au sens des moindres carrés est :

Θ̂ = (X>X)−1X>y

et le vecteur des résidus est alors :

e = y − ŷ = (I −X(X>X)−1X>)y

Pour comparer la texture autour d’un point de référence et d’un autre point,
il est alors possible d’estimer les θ autour du premier point puis, de comparer
les normes des vecteurs résidus avec ces paramètres. Plus cette norme sera faible
pour le deuxième point, plus la texture sera considérée comme proche de celle
autour du premier. Pour segmenter une image par exemple, il est donc possible
de lier cette méthode avec le maximum de vraisemblance.

discussion

Il existe des modèles proches du modèle autorégressif (AR). Ce sont les
modèles moving average (MA) et autoregressive moving average(ARMA). Dans
[12] les auteurs proposent de caractériser les texture par un modèle SAR (Simul-

taneous AutoRegressive model) puis segmente l’image en utilisant le maximum
de vraissemblance. Dans [14] les textures sont de même caractérisées par le
modèle SAR mais la segmentation est effectuée à partir de champs de Mar-
kov. Enfin, pour en savoir plus sur les modèles de régression linéaire et d’autres
méthodes proches, de très bons supports de cours se trouvent en [15].
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1.2.2 Les champs de Markov

Les champs de Markov ne sont pas un outil d’étude de la texture à pro-
prement parler. Ils sont plutôt un outil permettant de segmenter une image.
Cependant, beaucoup de méthodes de segmentation d’images texturées sont
fondées sur les champs de Markov. Voila donc une présentation de cet outil.

Champs de Markov

Ici, chaque pixel est appelé un site et S est l’ensemble des sites de l’image.
N est le nombre de sites de S (correspond au nombre de pixels de l’image).

Un voisinage V est défini. Il doit respecter :

s 6∈ V (s)
s ∈ V (t) ⇔ t ∈ V (s)

On retrouve dans la figure 1.2 des exemples de voisinages V (s) possibles

Fig. 1.2 – Exemples de voisinages V (s)

Nous notons X = {X1, · · · , XN} une famille de variables aléatoires sur S.
Chaque variable aléatoire Xi est à valeurs dans Ω (ici les niveaux de gris de
l’image), l’espace des états. L’évenement Xi = xi, xi ∈ Ω signifie que la variable
aléatoire Xi prend la valeur xi. De même, l’évenement X = x, x ∈ ΩN signifie
(X1 = x1, · · · , XN = xn). Ceci revient à instancier tous les sites, c’est à dire à
poser une image dans son support (une matrice).

(X,ΩN , P ) est alors appelé champ de Markov par rapport au système de
voisinage V si il vérifie :




∀x ∈ ΩN , P (X = x) > 0
∀s ∈ S, ∀x ∈ ΩN ,

P (Xs = xs|Xr = xr, r ∈ S−{s}) = P (Xs = xs|Xr = xr, r ∈ V (s))

La deuxième propriété traduit le fait que l’intensité de chaque pixel n’est
liée qu’à l’intensité de ses voisins. C’est la propriété Markovienne.

Les champs de Gibbs

Reprenons les mêmes notations que pour les champs de Markov. (X,ΩN , P )
est un champs de Gibbs induit par la fonction d’énergie U si P (X) est de la
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forme :

P (X) =
exp(−U(X))∑

Xi∈ΩN

exp(−U(Xi))

Si le champ (X,ΩN , P ) est de plus un champ de Markov par rapport au
système de voisinage V , alors sa distribution P (X) est une distribution de Gibbs
de portée bornée. Pour un X donné, la distribution s’écrit donc :

P (X) =
exp(−U(X))

Z

avec :

– Z =
∑

Xi∈ΩN

exp(−U(X)) une constante de normalisation appelée fonction

de partition.
– U(X) la fonction d’énergie. Elle est définie par :

U(X) =
∑

c∈C

Vc(Xs, s ∈ c)

où C est l’ensemble des cliques (ici les pixels mutuellement voisins) liées au
système de voisinage. Par exemple, pour un voisinage D = {(i− 1, j), (i+
1, j), (i, j−1), (i, j+1)} alors C = {{(i, j)}, {(i, j), (i, j+1)}, {(i, j), (i, j−
1)}, {(i, j), (i+ 1, j)}, {(i, j), (i− 1, j)}}.
Vc est une fonction de potentiel. Par exemple, Vc(x1, x2) peut valoir −1 si
x1 = x2 et 1 sinon.

Un modèle de segmentation

Nous allons maintenant étudier comment segmenter l’image à partir d’un
champ de Gibbs et en utilisant une méthode Baysienne. Nous noterons ici X
l’ensemble des classes et Y l’ensemble des valeurs de niveau de gris de l’image.
x et y sont alors des instanciations du système.

La première étape consiste à définir un champ de Gibbs P pour les classes x.

Ensuite, il est nécessaire de définir la loi de y étant donné x, q(y|x). La
probabilité conjointe p(x, y) s’obtient alors par :

p(x, y) = P (x)q(y|x)

Enfin, l’image est segmentée en utilisant la méthode du maximum de vrai-
semblance :

x̂ = argmax
x∈Ω

r(x|y) = argmax
x∈Ω

p(x, y)

avec :
r(x|y) = p(x,y)

u(y) = P (x)q(y|x)
u(y)

q(y|x) =
∏

s∈S f(ys|xs)

Le terme P (x) dépend de la classe des voisins alors que le terme q(y|x)
dépend du niveau de gris du point étudié et de sa classe. Souvent, la fonction f
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est une Gaussienne centrée autour d’un niveau de gris.

Ce problème est difficilement résolvable par des méthodes d’optimisation
classiques. On retrouve donc souvent des méthodes de recuit simulé.

Les publications traitant des champs de Gibbs sont nombreuses. Dans [13] et
[16], ils sont utilisés avec un recuit simulé. On les retrouvera aussi dans [11] [14]
[17] [18]. Une implémentation simple et en Français de segmentation supervisée
par les champs de Gibbs est donnée dans [2]. Une méthode de segmentation
non supervisée par Modèle de Markov Caché (Hidden Markov Model) est aussi
donnée dans cet ouvrage. Enfin, [9] utilise aussi ce dernier modèle.

Des alternatives à ce modèle existent. On notera par exemple [5] qui utilise
les k plus proches voisins et [19] qui se sert d’histogrammes.

1.3 Autres méthodes

Il existe encore une multitude de méthodes d’étude de la texture. Par manque
de temps il ne m’a pas été possible d’approfondir leur étude. A titre informatif,
voici tout de même les plus usuelles.

1.3.1 Méthodes structurelles

Les méthodes structurelles considèrent la texture comme un ensemble d’éléments
de base appelés textons. La disposition de ces textons suit alors des règles de
placement.

Ces méthodes sont particulièrement adaptées à l’étude des macro-textures.
Nous ne les approfondirons pas ici. En effet, le but de cet état de l’art est de
répertorier les méthodes d’étude des micro-textures. Une présentation rapide en
est donnée dans [13] et [4] approfondit un peu plus le sujet tout en donnant de
nombreuses références.

1.3.2 Modèles fractals

Les modèles utilisant la géométrie fractale appartiennent aussi aux méthodes
fondées sur un modèle (voir [2]). La dimension fractale et la lacunarité d’une
images sont, entre autres, utilisées pour en caractériser ses textures. Le problème
ici est que les calculs s’effectuent sur des fenêtre de taille importante et de-
mandent de grands temps de calculs.

1.4 Conclusion

Dans ce premier chapitre, nous avons présenté les méthodes d’analyse des
textures les plus usuelles.

Nous avons vu que parmis ces méthodes les matrices de coocurence ou bien
les longueurs de plage peuvent donner de bons résultats. Elles sont cependant
assez lourdes en terme de calculs. Les méthodes d’ordre un sont elles beaucoup
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plus rapides. Cependant elles ne décrivent pas les relations spatiales entre les
pixels.

Les modèles fondés sur un modèle tels que le modèle autorégressif ou les
champs de Markov sont aussi largement utilisés en analyse de texture. Ils per-
mettent de très bons résultats mais sont particulièrement lourds en terme de cal-
culs. En effet, ces méthodes nécessitent des méthodes d’optimisation numérique
avec un nombre très élevé de variables. Des algorithmes de résolution telles que
les algorithmes génétiques ou bien le recuit simulé sont alors les plus appropriées
à la résolution de ces problèmes.
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Chapitre 2

Les décompositions

atomiques

Les méthodes présentées dans ce chapitre viennent du monde du traitement
du signal. Elles ont généralement été créées pour l’étude des fréquences dans
des signaux de dimension un. Cependant, elles sont toujours applicables dans
des dimensions supérieures. Elles sont donc adaptées à l’étude de textures dans
les images.

remarque : Ce chapitre contient de nombreuses références aux espaces de
Fourier. Une présentation en est faite en annexe A.

2.1 Présentation

Décomposer un signal en atomes revient à le considérer comme un super-
position de signaux élémentaires. Cette décomposition est fonction du temps
(ou bien de l’espace en dimension deux) et des fréquences. Nous nous limite-
rons dans cette section à la dimension 1. Les quatre principaux échantillonnages
temps-fréquence sont :

1. Echantillonnage temporel : Il ne tient compte que de la chronologie du
signal.

2. Echantillonnage fréquenciel : Celui-ci ne tient compte que des fréquences
sans donner aucune localisation temporelle. Il correspond à l’analyse de
Fourier.

3. Maillage rectangulaire : Ce maillage correspond à l’analyse temps-fréquence
à proprement parler. Les transformations de Fourier à court terme l’uti-
lisent.

4. Maillage dyadique : Ce maillage correspond à l’analyse temps-échelle. Les
ondelettes l’utilisent.

Soit hn,m(t) ∈ L2 une collection d’atomes temps-fréquence. Chaque atome
est localisé autour de n pour le temps et dem pour les fréquences. Si la collection
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Fig. 2.1 – Types d’échantillonnage temps-fréquence

des {hn,m(t) ; n,m ∈ Z} forme une base orthonormée et x(t) est un signal
d’énergie finie, alors :

x(t) =

+∞∑

n=−∞

+∞∑

m=−∞

Lx[n,m]hn,m(t)

avec :

Lx[n,m] =

∫ +∞

−∞

x(t)hn,m(t)dt (si hn,m ∈ R)

Ceci signifie que l’ensemble des Lx[n,m] suffit à expliquer le signal.

Remarque : Cette transformation conserve l’énergie :

Ex =

∫ +∞

−∞

|x(t)|2dt =

+∞∑

n=−∞

+∞∑

m=−∞

|Lx[n,m]|2
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Souvent, lorsque l’on étudie un signal discrétisé, la famille d’atomes n’est
pas orthogonale. Dans ce cas, on utilise une structure simplifiée par rapport à la
base orthonormée ; c’est la structure oblique ou frame. Elle permet d’approcher
une base orthonormée. Une famille d’atomes {hn,m ; n,m ∈ Z} est une frame
si :

∃A,B tels que





0 < A ≤ B <∞

AEx ≤
+∞∑

n=−∞

+∞∑

m=−∞

|Lx[n,m]|2 ≤ BEx

On a ainsi :

X(t) =
2

A+B

+∞∑

n=−∞

+∞∑

m=−∞

Lx[n,m]hn,m(t)

avec X(t) l’approximation de x(t).

La base est d’autant mieux approchée que A et B sont proches l’un de l’autre.
Le cas idéal où A = B revient à la base orthonormée. On parle alors de tight

frame.

On pourra retrouver dans [20] une présentation très complète des décompositions
atomiques. Les técompositions temps-fréquences et temps échelles étudiées dans
le reste du chapitre sont des décompositions atomiques.

2.2 Décompositions espace-fréquences

2.2.1 Présentation

Ces décompositions présentent une alternative à la représentation spatiale
(la plus usuelle) et à la représentation fréquentielle (dans les espaces de Fou-
rier) des images. En effet, la première permet une exellente localisation spatiale
mais n’apporte aucune information quant aux fréquences. A l’opposé, la seconde
apporte une information sur les fréquences mais ne permet aucune localisation
temporelle. Aucune des deux n’est donc adaptée à la détection et localisation
de singularités ou de textures.

Une analyse temps-fréquence, elle, pemet de localiser à peu près un spectre
de fréquences relativement restreint.

2.2.2 Fourier à court terme

Cette transformation peut être interprétée comme une transformation de
Fourier du signal à l’intérieur d’une fenêtre h(t).

Pour localiser le signal autour du temps t et de la fréquence ν la fenêtre
s’écrit :

ht,ν(s) = h(s− t)ei2πνs
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Fig. 2.2 – Fourier à court terme

La transformation se présente alors sous cette forme :

Fx(t, ν) =< x, ht,ν >=

∫ +∞

−∞

x(s)h∗(s− t)ei2πνsds

La taille de la fenêtre influe sur la localisation temporelle et fréquentielle :

taille de la fenêtre h(t) ↗ ⇒
{

localisation en temps ↘
localisation en fréquences ↗

Limitation :
Il a été montré qu’il n’existe pas de frame permettant de construire une trans-
formée de Fourier à court terme discrète à partir d’atomes bien localisés simulta-
nement en temps et en fréquences (Balian-Low). Une reconstruction numériquement
stable du signal n’est ainsi pas possible par cette méthode.

2.2.3 Gabor

Malgrès la limitation de Balian-Low, la transformation de Fourier à court
terme est souvent rencontrée en analyse d’images. Elle se retrouve le plus généralement
suivant la fenêtre de Gabor. La fenêtre de base est :

g(t) = (πt20)
− 1

4 exp(−1

2
(
t

t0
)2)

Dans le cadre de l’analyse des textures, une extension bidimensionnelle de
la fenêtre de Gabor est très courament utilisée. Ceci est dû à ses propriétés
d’étude de la texture sur différentes échelles et de manière anisotrope (suivant
une direction). En voici une implémentation possible :
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Fig. 2.3 – Fonction de Gabor

G(sx, sy)θ,λ,φ = exp(
−(s2x + s2y)

2σ2
)cos(

2π

λ
sx + φ)

avec :
sx = xcos(θ) + ysin(θ)
sy = −xsin(θ) + ycos(θ)

θ représente la direction étudiée, λ l’échelle ; φ permet d’avoir un filtre pair
ou impair et σ est l’écart type de la fenêtre gaussienne.

Il existe des versions complexes du filtre de Gabor ; celles-ci permettent
l’étude du déphasage dans l’image.

L’étude d’une image par des fenêtres de Gabor demande de la redondance
d’information. Plusieurs valeurs sont nécessaires pour expliquer chaque pixel.
Ces méthodes ne sont donc pas optimales en terme de vitesse mais elles donnent
de bons résultats. Des applications de Gabor se trouvent dans [21] [22] [23] [24].

2.3 Décompositions temps-échelle

2.3.1 Présentation

Ces décompositions sont basées sur le maillage temps-fréquence dyadique.
Ce maillage est illustré dans la figure 2.5
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Fig. 2.4 – Filtre de Gabor bidimensionnel

Fig. 2.5 – Maillage dyadique

Ce pavage permet l’existence de bases orthonormées. Les ondelettes utilisent
ce type de pavage.
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2.3.2 Les ondelettes

Une ondelette ψ(t) est une fonction de moyenne nulle, d’énergie finie et relati-
vement localisée en temps et en fréquences. Quelques ondelettes sont présentées
en annexe B.

Fig. 2.6 – Ondelette mêre

A partir de l’ondelette mêre ψ(t), on construit une famille de fonctions or-
thogonales ψn,m(t) appelées ondelettes filles, telles que :

{ψn,m(t) = 2
m
2 ψ(2mt− n) ; n,m ∈ Z}

Les ondelettes filles sont construites suivant des dilatations et translations
de l’ondelette mêre. Voir les figures 2.6 et 2.7 pour une illustration.

Fig. 2.7 – Ondelettes filles : translatée à gauche ; translatée et dilatée à droite

Les ψn,m suivent un pavage dyadique et sont un repère orthonormé de L2

si :

∫ +∞

−∞

ψn,m(t)ψn′,m′(t)dt = δnn′δmm′
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où :

δkk′ =

{
1 si k = k′

0 sinon

de sorte que :

x(t) =
+∞∑

n=−∞

+∞∑

n=−∞

∫ +∞

−∞

x(s)ψn,m(s)ds.ψn,m(t) , x(t) ∈ L2

où x(t) est le signal étudié.

La transformée en ondelette dyadique consiste donc à projeter le signal x(s)
(∈ L2) sur la famille des {ψn,m(x) ; n,m ∈ Z}. Ceci revient à convoluer le signal
x(t) avec les masques de convolution ψn,m(x).

Les livres [25] et [26] expliquent plus en profondeur les décompositions en
ondelettes.

remarque : Les algorithmes présentés ici nécessitent des familles de fonc-
tions ψn,m(t) orthogonales. Il existe aussi des bases mieux adaptées à l’étude
des images que les bases orthogonales. Ce sont les bases biorthogonales. Elles
permettent l’utilisations de filtres symétriques, ce qui est intéressant pour une
bonne localisation des singularités. Le sujet peut être approfondi dans [25].

2.3.3 Analyse multirésolution par ondelettes

Nous nous intéresserons tout particulièrement ici à l’analyse multirésolution
par ondelettes en dimension 1.

Une analyse multirésolution considère que tout signal peut être construit
itérativement par ajouts de détails à différentes échelles.

A chaque niveau d’échelle n, on définit un espace d’approximation Vn et son
complément orthogonal Wn, l’espace des détails :

Vm+1 = Vm ⊕Wm

où ⊕ représente le produit tensoriel entre deux espaces vectoriels.

Le signal peut donc être représenté par l’ensemble des espaces des détails :

L2(R) = ⊕Wm

Une base de Vm peut se déduire de la fonction ϕ(t). C’est la fonction
d’échelle. Celle-ci se retrouvera à travers une dilatation donnée de m et toutes
les translations possibles de n :

ϕn,m(t) = 2
m
2 ϕ(2mt− n)
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Fig. 2.8 – Illustration de décomposition d’un signal

De la même manière, une base de Wn se déduit d’une fonction ψ, orthogonale
à ϕ, appelée ondelette :

ψn,m(t) = 2
m
2 ψ(2mt− n)

Ce type de décompositions est illustré figure 2.9.

0V 1V 2V 3V

1W 2W 3W

Fig. 2.9 – Décomposition orthogonale

Un exemple est donné dans la figure 2.10.

Ce type de décomposition est présenté dans [27] [25] [28] [20].

2.3.4 Cas discret

Dans le cas discret, une analyse multirésolution est ratachée aux bancs de
filtres. La fonction d’échelle ϕ(t) est associée au filtre h[n] et ψ(t) à g[n]. h[n]
possède les caractéristiques d’un filtre passe bas et g[n] celles d’un filtre passe
haut. Le filtrage par h et par g est suivi d’une décimation 1 d’ordre 2.

1Rééchantillonnage de l’image. Le nombre de lignes et de colonnes est divisé par l’ordre de

la décimation. L’ordre usuel est deux.
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Fig. 2.10 – Exemple de décomposition orthogonale

h[n] et g[n] sont construits suivant cette formule :

{
h[n] =

√
2
∫ +∞

−∞
ϕ(t)ϕ(2t − n)dt

g[n] =
√

2
∫ +∞

−∞ ψ(t)ϕ(2t− n)dt

Le signal est analysé suivant les ax[n,m] et dx[n,m] :

{
ax[n,m] =

∫ +∞

−∞ x(t)ϕn,m(t)dt

dx[n,m] =
∫ +∞

−∞
x(t)ψn,m(t)dt

On peut en déduire assez facilement la formule de transformée en ondelettes
rapide :

{
ax[n,m] =

∑+∞
k=−∞ h[k − 2n]ax[k,m+ 1]

dx[n,m] =
∑+∞

k=−∞ g[k − 2n]ax[k,m+ 1]

Il existe donc un algorithme qui permet de calculer rapidement une décomposition
en ondelettes du signal. Ceci est un des point forts de la décomposition en on-
delettes.

La décomposition présentée ici est dûe à S.Mallat [27]. Il existe cependant
d’autre type de décompositions. Elles sont présentées dans la sous-section sui-
vante.

2.3.5 Alternatives à la décomposition de Mallat

Paquets d’ondelettes

La décomposition présentée plus haut consiste à chaque niveau d’échelle
à filtrer l’approximation de l’image puis à décimer le résultat. La figure 2.11
illustre la différence entre décomposition classique et décomposition en paquets
d’ondelettes.

Elle reprend le principe de la décomposition en ondelettes (filtrage-décimation)
mais décompose à chaque niveau l’espace d’approximation mais aussi l’espace
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Fig. 2.11 – Décompositions : en ondelettes (à gauche) ; en paquets d’ondelettes
(à droite)

des détails. La décomposition en paquets d’odelettes permet donc une meilleur
analyse du signal sur ses détails.

Décomposition en ondelettes redondante

L’algorithne classique de décomposition en ondelettes donne une représentation
non redondante de l’image. En effet, dans cet algorithme, le résultat du filtrage
par les filtres passe-haut et passe-bas est décimés (sur une bande, un point sur
deux est conservé). En voici une représentation légerement différente de celle
rencontrée précédement :

{
di(k) = 2

i
2 [g>i ∗ x]↓2i(k) i = 1, · · · , I

aI(k) = 2
I
2 [h>I ∗ x]↓2I (k)

avec I la profondeur de la décomposition, x le signal initial, gi (resp. hi) le
filtre passe haut (resp. passe bas) au niveau d’échelle i, .> la transposée d’un
vecteur et [.]↓m la décimation par le facteur m.

Le nombre de coefficients représentant l’image reste alors toujours le même.
La représentation résultante possède cependant l’inconvénient de ne pas être
invariante par translation. Pour y palier, les représentations redondantes (over-
complete en anglais) (voir [29]) utilisent le même algorithme mais sans la décimation :

{
dDWF

i (k) = g>i ∗ x(k) i = 1, · · · , I
aDWF

I (k) = h>I ∗ x(k)

Cette décomposition se retrouve sous le nom de Discrete Wavelet Frame.

La représentation de l’image n’est donc plus optimale en terme d’espace
mémoire occupée mais elle permet d’isoler les textures de la même manière quel

29



que soit leur emplacement dans l’image. Cet outil est donc particulièrement
efficace pour l’étude des textures.

2.4 Décompositions espace-échelle

Le formalisme de la décomposition en ondelettes peut être étendu aux di-
mensions supérieures et notemment à la dimension deux.

2.4.1 Cas bidimensionnel séparable

La construction des filtres de dimension deux s’effectue ici via l’utilisation
de bases séparables : 




ϕ(x, y) = ϕ(x)ϕ(y)
ψ1(x, y) = ϕ(x)ψ(y)
ψ2(x, y) = ψ(x)ϕ(y)
ψ3(x, y) = ψ(y)ψ(y)

La décomposition est du type de celle présentée par la figure 2.12.

d

d

d

d

d

d

d

d

d

a

1 1

1

2 2

2

3 3

33
1

2 3

1

2 3

1

2 3

Fig. 2.12 – Décomposition en ondelettes bidimensionnelle

Où pour la profondeur j :
– aj correspond aux basses fréquences de l’image aj−1

– d1
j donne les hautes fréquences verticales.

– d2
j donne les hautes fréquences horizontales.
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– d3
j donne les hautes fréquences diagonales.

La figure 2.13 présente un exemple de cette décomposition.

Fig. 2.13 – Exemple de décomposition bidimensionnelle

Cette décomposition est celle qui est est le plus souvent rencontrée du fait
de sa simplicité et rapidité. Elle se retrouve par exemple dans [30] [19] [10] [11]
[31] [25].

Pour les paquets d’ondelettes, la décomposition est de ce type :
Les paquets d’ondelettes pour une image, seront représentées sous la forme de
la figure 2.14.

Cette décomposition est expliquée dans [25] et est utilisée dans [32] et [33]

2.4.2 Cas bidimensionnel non séparable

Une décomposition de l’image à partir d’une base d’ondelettes séparables
donne beaucoup d’importance aux directions horizontales verticales et diago-
nales. Il peut cependant être intéressant d’étudier les textures suivant n’importe
quelle direction ou bien même de manière isotrope (sans mettre en valeur au-
cune direction). Il est pour cela nécessaire d’utiliser des bases d’ondelettes non
séparables.

On peut aussi noter que la non séparabilité peut permettre une étude plus
fine de l’image. En effet, les bancs de filtres quinconces permettent d’obtenir un
rapport de

√
2 au lieu de 2 entre chaque échelle.

Une très bonne présentation des ondelettes non séparables pour l’analyse
d’images se trouve en [9]. De même, le livre [34] présente bien le sujet. Les
articles [35] et [36] en traitent aussi.
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Fig. 2.14 – Décomposition bidimensionnelle en paquets d’ondelettes

2.5 Les pyramides morphologiques

2.5.1 Les algorithmes pyramidaux

Un algorithme pyramidal est un algorithme multi-échelle dans lequel l’in-
formation à un niveau d’échelle donné est calculée à partir des informations à
l’échelle supérieure. Une décomposition en ondelettes est donc un algorithme
pyramidal. Il existe de nombreuses décompositions pyramidales.

La plus célèbre est la pyramide Laplacienne de Burt et Adelson [37]. A
chaque niveau d’échelle i (l’image initiale est l’échelle 0), l’image Ii est filtrée
par un filtre Gaussien. Le résultat Ii,Gau est utilisé pour calculer l’image des
détails Ii,det à l’échelle i :

Ii,det = Ii − Ii,Gau

L’image Ii,Gau est ensuite rééchantillonnée pour réduire de moitié son nombre
de lignes et de colonnes. Le résultat est Ii−1. Ce processus est ensuite reproduit
à l’échelle i− 1.

Les pyramides morphologiques combinent le principe des algorithmes pyra-
midaux et la théorie de la morphologie mathématique. Dans sa thèse [28], Flo-
rence Laporterie utilise des pyramides morphologiques pour analyser des images
entre autres. A chaque niveau de la pyramide étudiée, les éléments de détails
sont assimilés à des textures. Il est donc possible d’utiliser cet outil pour étudier
les textures à plusieurs niveaux d’échelles. Nous étudirons dans cette section
l’aspect décomposition d’une image mais il est important de noter qu’une re-
composition sans erreur de l’image est par la suite possible.
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2.5.2 Présentation de la morphologie mathématique

La morphologie mathématique peut se pratiquer sur des images binaires ou
en niveau de gris. Elle consiste à utiliser une forme donnée, l’élement structu-
rant, pour modifier l’image initiale. Les opérations de base sont l’érosion et la
dilatation. Voyons les dans le cas d’images en niveau de gris.

La dilatation est basée sur l’addition de Minkowski :

∀x ∈ R2 , (f ⊕ g)(x) = sup
y∈R2

{f(y) + g(x− y)}

La dilatation morphologique par l’élement structurant g de l’image fini est
donc définie par :

∀x ∈ R2 , fdilat(x) = (fini ⊕ ǧ)(x)

avec ǧ(x) = g(−x).

L’érosion est basée sur la soustraction de Minkowski :

∀x ∈ R2 , (f 	 g)(x) = sup
y∈R2

{f(y)− g(x− y)}

L’érosion morphologique par l’élement structurant g de l’image fini est donc
définie par :

∀x ∈ R2 , ferod(x) = (fini 	 ǧ)(x)

avec ǧ(x) = g(−x).

La pluparts des opérateurs utilisés en morphologie mathématique sont créés
à partir de la dilatation et de l’érosion. Parmi les plus courants, on peut citer
l’ouverture (érosion puis dilatation) et la fermeture (dilatation puis érosion).
Tous ont des propriétés particulières et mettent en valeur des caractéristiques
de l’image.

Dans l’étude des textures, l’idée générale est d’utiliser différents éléments
structurants (en forme et en taille), de modifier l’image (par exemple avec une
érosion) et de comparer le résultat avec l’image initiale.

2.5.3 La décomposition

La décomposition en pyramide morphologique suit ce principe. A chaque
échelle, l’échelle 0 étant l’image initiale, une procédure est suivie pour passer au
niveau d’échelle inférieur. On applique un filtre morphologique à l’image puis
on décime le résultat. On définit alors deux nouvelles images. La première est
la différence entre l’image de départ et celle filtrée. La seconde est la différence
entre l’image avant et l’image après décimation.

La pyramide morphologique de [28] possède ces carctéristiques :

– Etape 1 : Le filtre est un filtre passe bas. Celui ci est basé sur des filtres
morphologiques et leur combinaisons. Il transforme l’image du niveau i,
Ii en image filtrée du niveau i, IFi.

33



3
(n/8 * n/8)
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Fig. 2.15 – Pyramide à trois étages avec une décimation de 2.

– Etape 2 : Le calcul des détails crée deux images. Les deux représentent la
différence entre l’image Ii et l’image IFi. La premiére exibe les pixels
dont l’intensité a diminué après le filtrage (Dinf,filtre,i) et la seconde
(Dsup,filtre,i) les pixels dont l’intensité a augmenté.

– Etape 3 : La décimation n’est pas forcement d’un facteur 2 ici. Elle peut
prendre des valeurs non entières. Il faut donc passer par un rééchantillonnage
de l’image. La décimation peut être simple, moyenne ou médiane. A partir
de l’image IFI , elle permet d’obtenir l’image Ii+1.

– Etape 4 : Tout comme à la deuxième étape, on calcule ici les différences
entre l’image décimée (sur-échantillonnée) et l’image filtrée. Une image
des valeurs négatives (Dinf,deci,i) et une des valeurs positives (Dsup,deci,i)
est créée.

La figure 2.16 schématise la procédure effectuée à chaque niveau de la pyra-
mide.

Image I

Filtrage morphologique

Image IF

Echantillonnage

Difference

Difference

D

D

Image I Interpolation
D

D

inf,deci,i

inf,filtre,i

sup,filtre,i

I i+1,int
sup,deci,i

i

i

i+1

...

Fig. 2.16 – Procédure effectuée à chaque niveau de la pyramide morphologique

A chaque niveau d’échelle i, les détails sont donc représentés par les images
Dsup,filtre,i, Dinf,filtre,i, Dsup,deci,i et Dinf,deci,i. Ces détails peuvent être as-
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simlés à une décomposition multi-échelle de la texture.

Ce type de décomposition offre donc la possibilité de caractériser les texture
de manière multi-échelle. Elle est très hautement paramétrable ce qui lui per-
met d’être efficace sous réserve d’une bonne utilisation. Elle permet alors une
alternative aux décompositions en ondelettes.

2.6 Bases de cosinus locaux

2.6.1 Cas continu

Tout comme la pyramide morphologique, les bases de cosinus locaux sont
une alternative aux paquets d’ondelettes. Cette méthode consiste à décomposer
l’espace en blocs qui se recouvrent partiellement puis à tester la corrélation du
signal avec des cosinus à l’intérieur de ces blocs.

Etudions le cas unidimenionnel. L’intervalle d’étude est normalisé et divisé
en 2j (pour la profondeur j) sous-espaces dyadiques :

ap,j = p2−j avec 0 ≤ p ≤ 2j

Ces intervalles sont recouverts par des fenêtres gp,j :

gp,j(t) =





β(η−1(t− ap,j)) si t ∈ [ap,j − η, ap,j + η]
1 si t ∈ [ap,j + η, ap+1,j − η]
β(η−1(ap+1,j − t)) si t ∈ [ap+1,j − η, ap+1,j + η]
0 sinon

avec β une constante.

remarque : η ≤ 2−j−1, donc jmax ≤ −log2(2η)

On définit donc le noeud d’un arbre de cosinus locaux (profondeur j et
position p) par :

B
p
j = {gp,j(t)

√
2

2−j
cos[π(k +

1

2
)
t− ap,j

2−j
]}k∈Z

La base ainsi créée est orthogonale à chaque profondeur j.

2.6.2 Cas discret

On étudie un signal de taille N et la distance d’échantillonnage est norma-
lisée. Les points de subdivision à la profondeur j sont alors :

ap,j = pN2−j − 1

2
pour 0 ≤ p < 2j

et :
gp,j [n] = gp.j(n)
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Fig. 2.17 – Illustration des bases de cosinus locaux

en faisant attention aux bords, alors :

B
p
j = {gp,j [n]

√
2

2−jN
cos[π(k +

1

2
)
n− ap,j

2−j
]}0≤k<N2−j

Ici,maxj = log2(
N
2η

). La transformation correspondante à cette base possède
un algorithme de transformation rapide.

L’extention de cette base au cas bidimensionnel se fait de la même manière
qu’avec les bases d’ondelettes séparables. Ce sujet est approfondi dans [25]. Il
n’est cependant pas très courant dans la littérature d’analyse d’image.

2.7 Conclusion

Il existe un grand nombre de décompositions atomiques. Celles-ci ont cha-
cune leurs qualités et leurs défauts.

En pratique, il est recommandé d’utiliser des décompositions pyramidales.
En effet, elles nécessitent des temps de calculs relativement faibles. Décomposer
une image en la filtrant par des filtres de Gabor est donc à éviter. Le choix de la
décomposition et de son paramètrage dépend ensuite des paramètres de texture
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que l’on souhaite mettre en avant ainsi que de la finesse requise.

Pour conclure, le tableau exposé figure 2.18 résume les principales caractéristiques
des décompositions vues précédement.

Type de décomposition Particularité

Ondelettes

Bonne étude de la finesse des textures
Peu de mémoire requise

Rapide
Limité pour la directivité

Ondelettes redondantes
(par rapport

aux ondelettes)

Meilleur précision spatiale
Plus lent

Plus de mémoire utilisée
Paquets d’ondelettes

(par rapport
aux ondelettes)

Etude plus poussée de la finesse des textures
Plus lent

Plus de mémoire utilisée

Ondelettes séparables
(comparé aux non

séparables)

Meilleur étude de la directivité
Etude isotrope possible

Décimation par un facteur
√

2 possible

Pyramide Laplacienne
Etude istrope des textures

Très rapide
Peu de mémoire requise

Pyramide Morphologique
Très hautement paramétrable

Très bonne caractérisation des textures
Beaucoup de résultats à interpréter

Gabor
Etude de la directionnalité efficace

Très lent
Beaucoup de mémoire requise

Fig. 2.18 – Particularité des décompositions
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Chapitre 3

Analyse multi-échelle de la

texture

Le plus souvent, les méthodes utilisées pour l’étude des textures en multi-
échelle sont des méthodes classiques adaptées au contexte. Voyons donc quelques
unes de ces méthodes.

3.1 Approche Markovienne

Une des voies pour analyser la texture est de prendre en compte un double
champ de Markov sur la décomposition. Dans [11], sur la décomposition en onde-
lettes d’une image, le double champ de Markov prend en comte les dépendances
intra-échelles et les dépendances extra-échelle. Un site est ici un pixel sur une
des images de la décomposition.

Les dépendances intra-échelle sont celles que l’on a pu voir dans la cas clas-
sique. Elles sont fonction du voisinage de chaque pixel sur la même image que
celle du pixel étudié. Par exemple, si l’on considère (i, j)(s) le point (i, j) de
l’échelle s, le voisinage pris en compte pour les relations intra-échelle est :

ηX(s)

ij = {(i+ 1, j − 1)(s), (i+ 1, j)(s), (i+ 1, j + 1)(s), (i, j + 1)(s),

(i− 1, j + 1)(s), (i− 1, j)(s), (i− 1, j − 1)(s), (i, j − 1)(s)}

Pour les dépendances extra-échelle, on prend en compte d’une part le point
mère a l’échelle superieure et les quatre points fille à l’échelle inférieure. Ceci
donne toujours pour le voisinage de (i, j)(s) :

ηX(s)

ij = {( (i+1)
2 ,

(j+1)
2 )(s+1), (2i− 1, 2j − 1)(s−1),

(2i− 1, 2j)(s−1), (2i, 2j − 1)(s−1), (2i, 2j)(s−1)}
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echelle

echelle
(s-1)

(s)

(s+1)

Fig. 3.1 – Voisinage intra-échelle et extra-échelle

Le voisinage est récapitulé par la figure 3.1 .

Remarque : Ce pavage tient compte du fait qu’il existe quatre images à
chaque échelle.

La méthode de classification est ensuite du type de celle que l’on a pu
voir dans le premier chapitre. Elle permet de classifier de manière supervisée
les images et donne de bonnes classifications. Elle met bien en avant le fait
qu’étudier les relations inter-échelle est une technique efficace pour l’étude des
textures.

3.2 Approche variationnelle

Cette approche de la segmentation étant relativement récente, elle n’est pas
décrite dans le chapitre 1. En effet celui traite des méthodes classiques d’étude
de la texture. Nous décrirons donc tout d’abord les principales caractéristiques
de cette méthode. Nous étudirons ensuite comment s’en servir si l’on dispose
d’une décomposition en ondelettes de l’image.
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3.2.1 Cas général

Soit Ω l’ensemble des pixels d’une image. On considère K partitions de
l’image Ωk, k = 1, · · · ,K et leurs frontières τk. Chaque partition de l’image
correspond à une classe lors de la classification. Un exemple de partitionnement
de l’image est donné par la figure 3.2 .

Ω =
⋃

k

Ωk

⋃

k

τk

24

τ

Ω 1

τ 23

12 τ

τ 12

13

Ω

1Ω Ω 4

14

Ω
τ

τ

τ

2

3
13

Fig. 3.2 – Exemple de partition de l’image

On suppose qu’il existe pour chaque Ωk une fonction Φk, vérifiant un certain
nombre de contraintes de régularité, telles que :





Φk(x) > 0 si x ∈ Ωk

Φk(x) = 0 si x ∈ τk
Φk(x) < 0 sinon

On cherche alors à minimiser une fonction F telle que :

F (Φ1, · · · ,ΦK) = FA(Φ1, · · · ,ΦK) + FB(Φ1, · · · ,ΦK) + FC(Φ1, · · · ,ΦK)

où :
– FA gère une bonne partition des régions sur l’image. Il évite qu’aucune

classe soit attribuée à un pixel ou que plus d’une classe y soit attribuée.
– FB assure une certaine régularité aux contours.
– FC est le terme des données. Il gère la classification des régions en fonction

des classes.

En prenant une fonction F suffisement régulière, le problème se résoud en
cherchant :
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∂F

∂Φk

k = 1, · · · ,K

La résolution du système passe enfin par la définition d’un schéma dyna-

mique
∂Φk

∂t
. Une fois celui-ci défini, le problème se résoud par différences finies.

3.2.2 Cas pratique multi-échelle

Nous verons ici les paramètres utilisés dans [38].

Ici la décomposition de l’image est une décomposition en paquets d’on-
delettes non décimée. On s’intéresse à toutes les images du niveau 2 de la
décomposition. Cela fait 42 = 16 images (voir fig3.3).

(image initiale)
Echelle 0

(image initiale)
Echelle 2Echelle 1

Fig. 3.3 – Décomposition en paquets d’ondelettes non décimée

On note δα une approximation d’un Dirac et Hα une approximation de la
fonction de Heaviside. Ces approximations sont continues et dérivables. Elles
sont d’autant plus proches des distributions de Dirac et de Heaviside que α est
petit. A α fixé, les termes de F sont :

– Premier terme :

FA
α (Φ1, · · · ,ΦK) = λ

∫

Ω

(

K∑

k=1

Hα(Φi) − 1)2

– Deuxième terme :

FB
α (Φ1, · · · ,ΦK) =

K∑

k=1

γk|τk|

– Troisième terme :

FC
α (Φ1, · · · ,ΦK) =

K∑

k=1

I∑

i=1

∫

Ω

Hα(Φk)

(
−lnAi

k+ln 2+
1

2
lnui(x)+

(√
ui(x)

αi
k

)βi
k

)
dx
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Les constantes λ et γk, k = 1, · · · ,K pondèrent les différents termes. Le
troisième terme nécessite quelques explications supplémentaires.

Les ui(x) sont les valeurs des pixels dans l’image i (i = 1, · · · , I) au point
x. Les termes Ai

k, αi
k et βi

k sont des paramètres qui caractérisent les classes
de texture dans chaque sous bande (ou image). En effet, on considère ici que
la distribution du module des coefficients d’ondelettes dans chaque sous bande
suit une loi Gaussienne généralisée sous la forme :

p(x) = Ai
k exp−

(
x

αi
k

)βi
k

Ix≥0

Rechercher les ∂F
∂Φk

= 0 revient alors à chercher (si les conditions au bord

sont respectées) :

0 = λδα(Φk)

(∑K
q=1 Hα(Φq) − 1

)
− γkδα(Φk)div

(
∇Φk

|∇Φk |

)

+ekδα(Φk)
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Le schéma dynamique est alors :
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avec ui(x) = (ui
1(s), · · · , ui

K(s))> et ek = (0, · · · , 0, 1, 0, · · · , 0)> le 1 étant à
la kieme ligne.

Cette méthode n’est pas ici à proprement parler multi-échelle puisqu’elle
n’utilise que des images sur une échelle. Il est cependant très facile de l’utiliser
en multi-échelle. Il suffit de considérer des images issues de plusieurs échelles.
Ce modèle est performant cependant il demande une supervision de la classifica-
tion. Ces auteurs projettent d’améliorer le modèle afin de posséder un algorithme
non supervisé. De même, ce modèle semble gourmand en terme de calculs.

3.3 Approche statistique

3.3.1 Une première approche

La méthode la plus simple pour étudier une texture de manière multi-échelle
est d’observer l’énergie qu’elle possède à chaque niveau d’échelle après une
décomposition de l’image en ondelettes.

Dans [29], M. Unser utilise la méthode suivante :
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On décompose l’image I étudiée en ondelettes non décimées. Chaque point
(k, l) de I est alors représenté par les pixels (k, l) des images issus des sous-
bandes :

y(k, l) = (yi(k, l))i=1,···,N

avecN le nombre de sous bandes issues de la décompostion. Pour représenter
la texture dans une région R, on calcule alors la moyenne des énergies des pixels
dans cette région et dans chaque sous-bande :

{
v = (v1, · · · , vN )
vi = 1

#R

∑
(k,l)∈R y

2
i (k, l) i = 1, · · · , N

La méthode de classification est ensuite une méthode Baysienne. Unser crée
ses classes de référence à partir de 12 textures 256 ∗ 256 issues des images de
Brodatz ([39]) . Il en extrait 12 vecteurs moyenne (mk)k=1,···,12 et 12 matrices
de covariance (Ck)k=1,···,12.

Il compare ensuite ces zones de référence à des régions texturées 32 ∗ 32.
Celles ci sont representées par ν. Elles sont classifiées dans la région k qui mi-
nimise :

dk(ν) = (ν −mk)>C−1
k (ν −mk) + log(det(Ck))

Les tests menés montrent que la classification est d’autant meilleure que le
nombre d’échelles utilisées augmente. De même, ils montrent qu’une décomposition
non décimée est préférable à une décomposition décimée pour l’analyse des tex-
tures même si cette seconde est efficace.

3.3.2 Une seconde approche

Une approche beaucoup plus gourmande en terme de calculs mais légerement
plus efficace est proposée dans [40].

L’image est ici décomposée sur un seul niveau d’échelle. On compare tou-
jours les paramètres issus de zones de référence au paramètres de zones test. Les
calculs, cependant, ne s’effectuent plus ici sur l’énergie des pixels mais sur leur
valeur même. De plus, les paramètres extraits ne sont plus que la moyenne des
régions mais une combinaison de la moyenne, de l’écart type et de paramètres
issus de matrices de coocurences (contraste, énergie, entropie...) calculées dans
différentes directions.

On considèreK classes de références et J paramètres fj extraits pour chaque
classe. Un point x de l’image est alors classé dans la classe k qui minimise :
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D(k) =
J∑

j=1

abs(fj(x) − fj(k))

Les tests montrent que posséder beaucoup d’échantillons tests n’augmente
pas significativement la proportion de régions bien classées. De même ils mettent
en avant que des régions test trop grandes ne sont pas particulièrement efficaces
pour la classification.

Cette méthode, bien que donnant des résultats tout à fait convenables, n’est
pas multi-échelle. En effet, elle n’utilise que les résultats issus du premier niveau
d’échelle. Les intêrets du multi-échelle ne sont donc pas du tout exploités ici. Les
ondelettes sont juste utilisées comme un filtre passe haut sur l’image originale.

3.4 Conclusion

Les méthodes d’extraction de la texture multi-échelles sont très variées. Leur
principal intérêt est de pouvoir étudier la texture sur plusieurs niveaux d’échelles
à la fois. D’un point de vue global, ces méthodes sont d’autant meilleur qu’elles
utilisent beaucoup de calculs. On peut noter qu’aucune méthode ne prend en
compte la taille des régions lorsqu’elles sont comparées.

Il serait donc intéressant de développer une approche qui prenne en compte
l’aspect multi-échelle des textures, qui soit relativement rapide, et qui prenne
en compte la taille des régions lors de la segmentation de l’image.

Pour notre approche, nous sommes partis de la publication de Unser [29].
Celle-ci a été adaptée aux contraintes fixées :

– Possibilité d’utiliser n’importe quelle décomposition atomique comme sup-
port à la segmentation.

– Meilleure prise en compte de l’aspect multi-échelle par l’utilisation d’un
classifieur plus fin.

– Prise en compte de la taille des régions dans les étapes de comparaison de
régions.

– Création d’une classe rejet pour les zones ne ressemblant à aucune région
de référence.
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Chapitre 4

Notre approche

4.1 Présentation

Notre approche de la segmentation par la texture est une approche de seg-
mentation semi-supervisée. L’utilisateur prend un nombre de décisions assez
limité. On peut subdiviser le processus de segmentation en cinq parties princi-
pales :

1. Détermination des régions de référence sur l’image initiale. Celles-ci doivent
mettre en avant les textures type de l’image.

2. L’image est décomposée en une ou plusieurs pyramides. Chaque image
issue de ces pyramides met en avant des informations localisées sur la
finesse, la directivité ou bien la couleur des textures.

3. Pour chaque image issue de la (des) décomposition(s) de l’image initiale,
l’utilisateur observe à quel point les régions sont discriminantes les unes
par rapport aux autres. Si les décompositions courantes ne permettent pas
de distinguer deux régions, il peut alors lancer une décomposition mettant
en avant de nouveaux paramètres.

4. Calcul de carte de ressemblance de chaque pixel aux régions référence sur
chaque image de la (des) décompostion(s).

5. Fusion des résultats.

4.2 Modélisation du problème de segmentation

4.2.1 Hypothèses

L’image à segmenter peut posséder n’importe quel nombre de canaux. Elle
peut aussi bien être en niveaux de gris multi-affine.

Les régions de référence sont considérées comme préalablement déterminées.
Elles mettent en avant les textures type suivant lesquelles l’image sera seg-
mentée. On considère qu’elles se distinguent visuellement les unes entre les
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autres. Elles possèdent donc au moins un paramètre de texture qui les dis-
tingue chacune des autres.

Par exemple, la figure 4.1 présente deux régions de référence dans une image.
Celles ci se distinguent par la directivité de la texture. Dans la première région,
la texture s’exprime suivant une direction verticale. Dans la seconde, la direction
est horizontale.

Fig. 4.1 – Deux Régions de référence

4.2.2 Les décompositions

Les décompositions ne sont pas forcement d’un type fixé. Elles peuvent très
bien être une décomposition en ondelettes (redondantes ou non), une décomposition
en paquets d’ondelettes, une pyramide morphologique, une pyramide Lapla-
cienne ou bien encore une décomposition d’un autre type. Chaque type de
décomposition met en avant certains types de paramètres. On se référera au ta-
bleau esposé en figure 2.18 pour visualiser les caractéristiques des décompositions.

Afin d’étudier une caractéristique donnée de la texture, il est alors recom-
mandé d’utiliser un type de décomposition donné. Il faut ensuite paramétrer
la décomposition de manière à mettre en valeur ce que l’on cherche. Enfin, il
est nécessaire de trouver les images les plus discriminantes vis à vis des régions
parmi toutes les images issues des décompositions de l’image étudiée.

Par exemple, la figure 4.2 montre la décomposition en ondelettes de l’image
vue précédement. Sur cette décomposition, il est évident de constater que les
images les plus adaptées à la caractérisation des zones 1 et 2 sont celles du type
d1

i et d2
i (voir la figure 4.3 pour le nom des images).

La meilleure échelle semble être la numéro 3. Ceci est d’une part du à la
relative grossièreté des textures et d’autre part à leur directivité verticale pour
les regions de type 1, et horizontale pour les régions de type 2.

Des textures se distinguant par d’autres caractéristiques nécessiteront d’autres
types de décomposition.
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Fig. 4.2 – Décomposition en ondelettes pour l’étude de textures
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Fig. 4.3 – Etiquetage des images issues d’une décomposition en ondelettes

4.3 Comparaison de deux régions

Etudier l’énergie des régions d’image issue d’une décomposition correspond
à étudier la texture de cette région à une certaine échelle et suivant certains
paramètres. Notre test de ressemblance entre deux régions compare donc deux
moyennes d’énergies.

4.3.1 Hypothèses

Les tests comparent deux régions de l’image. Celles-ci sont assimilées à deux
lois normales X1 et X2 de moyennes µ1 et µ2 et d’écart-types σ1 et σ2. Chaque
échantillon de X1 ou de X2 est alors la valeur du niveau de gris d’un pixel de
la région 1 ou 2.

Notre test renvoie la probabilité maximum selon laquelle on peut estimer que
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µ1 6= µ2. Elle correspond à la probabilité critique d’un test d’hypothèse. Plus
cette valeur sera faible, plus les deux régions pourront être considérées comme
proches.

Les tests d’hypothèse reposent ici sur trois variables par région :

1. nk : Nombre d’échantillons de la région k.

2. mk : Moyenne empirique de la région k.

mk =
1

nk

nk∑

i=1

(Xk)i

3. s2k : Variance empirique de la région k.

s2k =
1

nk

nk∑

i=1

((Xk)i −mk)2

4.3.2 Procédure

Si n1 et n2 sont supérieurs à 30

On calcule :

z =
m1 −m2√
s2
1

n1−1 +
s2
2

n2−1

La probabilité critique α correspond alors à l’intégrale la fonction normale
centrée réduite sur [− z

2 ,
z
2 ] :

α =
1√
2π

∫ z
2

z
2

e−
t2

2 dt

Si n1 ou n2 est inférieur à 30

Dans ce cas, il faut d’abord tester si σ1 = σ2. Pour cela, on utilise le test
d’hypothèse de Fisher.

Test de Fischer : La statistique du test de Fischer est :

T =

n1

n1−1s
2
1

n2

n2−1s
2
2

avec la région 1 telle que :

n1

n1 − 1
s21 >

n2

n2 − 1
s22

On rejetera l’hypothèse σ1 = σ2 au seuil α si :

T 6∈
[
QF (nx−1,ny−1)(

α

2
), QF (nx−1,ny−1)(1 − α

2
)
]

où QF (n1,n2)(α) est le fractile de la loi de Fischer-Snedecor à (n1, n2) degrés
de libertées et d’ordre α.
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Si σ1 = σ2 : On calcule :

z =
m1 −m2

σ̂
√

1
n1

+ 1
n2

où :

σ̂ =

√
n1s

2
1 + n2s

2
2

n1 + n2 − 2

La probabilité critique α correspond alors à l’intégrale la fonction de Student
à n1 + n2 − 2 degrés de liberté sur [− z

2 ,
z
2 ] :

α =
1√
2π

∫ z
2

z
2

Tn1+n2−2(t)dt

où :

Tν(t) =
1√
νπ

Γ( ν+1
2 )

Γ( ν
2 )

(1 +
t2

ν
)−

ν+1
2

et :

Γ(x) =

∫ ∞

0

tx−1e−tdt

Si σ1 6= σ2 : On calcule l’entier le plus proche de :

ν =

[
s2
1

n1−1 +
s2
2

n2−1

]2

s4
1

(n1−1)3 +
s4
2

(n2−1)3

et :

z =
m1 −m2√
s2
1

n1−1 +
s2
2

n2−1

La probabilité critique α correspond ici à l’intégrale la fonction de Student
à ν degrés de liberté sur [− z

2 ,
z
2 ].

4.4 Segmentation de l’image

4.4.1 Les cartes de ressemblance

Les décompositions de l’image fournissent K images Ik , (k = 1, · · · ,K).
Sur chaque image Ik, on calcule la ressemblance du voisinage de chaque pixel
avec chaque région de référence. Le voisinage est par exemple une fenêtre 7 ∗ 7
centrée au pixel étudié. La comparaison suit le test statistique décrit dans la
section précédente.
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En supposant qu’il existe L régions de référence, le test de ressemblance
fournit donc pour l’image Ik les cartes de ressemblance Ik,l, l = 1, · · · , L. On
dispose donc de K ∗ L images pour différencier les régions.

La figure 4.4 présente le processus de formation des cartes de ressemblance.
L’image initiale est tout d’abord décomposée suivant un algorithme pyrami-
dal. Ensuite, pour chaque région de référence et pour chaque image issue de la
décomposition, une carte de ressemblance est crée.

sur un niveau
decomposition

sur un niveau
decomposition

(n regions)
ressemblance

cartes de 

(n regions)
ressemblance

cartes de 

(n regions)
ressemblance

cartes de 

( n images )

d’images du niveau -2 )
( n fois le nombre 

d’images du niveau -1 )
( n fois le nombre

niveau 0
(image initiale)

niveau -2

niveau -1

Fig. 4.4 – Processus de création des cartes de ressemblance

Un exemple de carte de ressemblance est donné dans la figure 4.5. Celle-
ci présente l’image initiale avec une région de référence R. A sa droite figure
une image de la décomposition. Ici cette image est la sous-bande d3

1 d’une
décomposition en ondelettes non décimée. L’image du bas est la carte de res-
semblance issue de l’image d3

1 à la région R. Plus un point y est sombre, plus
celui-ci possède un voisinage proche de la zone de référence testé sur la carte. On
constate que les points sombres sont le plus souvent des points issus du carré.
Cependant, sur cette image, les points du rectangle répondent bien aussi. Cette
image n’est donc pas suffisante pour caractériser le carré. Il faudra au moins
une autre image pour le distinguer du rectangle.

Sur chaque image Ik,l, la valeur de chaque pixel correspond à la probabilité
critique que le voisinage du pixel sur l’image Ik soit différent de la région l sur
l’image Ik. Cette valeur est comprise entre 0 et 1. Plus elle est proche de 0, plus
les régions sont proches. Le plus souvent, on peut considérer que deux régions
sont proches si cette valeur est inférieure à 0.995. Cette valeur n’est tout de
même pas fixée.
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Fig. 4.5 – Une carte de ressemblance

4.4.2 Fusion des cartes de ressemblances

Une fois toutes les cartes de ressemblances calculées, l’utilisateur choisit
celles qui lui semblent les plus représentatives. Il faut que sur l’ensemble des
images sélectionnées, chaque région de référence se distingue au moins une fois
de chaque autre région de référence. Cette étape est actuellement le point faible
de cette méthode. Il existe cependant une piste pour automatiser cette étape.
Ce point sera approfondi dans les perspectives.

Cette étape est nécessaire car les images selectionnées doivent distinguer
deux à deux les textures de référence. Un autre facteur rendant cette étape
nécessaire et le fait qu’une image de la décomposition peut donner résultats non
homogènes sur une texture uniforme. Des zones de l’images peuvent alors être
classées comme très éloignées de leur classe réelle. Ceci se rencontre dans l’étude
de macro-textures ou de contours nets. La figure 4.6 en donne une illustration
avec l’image d1

1 d’une décomposition en paquets d’ondelettes.
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Fig. 4.6 – Mauvaise carte de ressemblance

Les cartes de ressemblances des régions l aux images Ik sélectionnées seront
nommées par la suite Ik,l,select .

Une fois les Ik,l,select sélectionnées, on créée les cartes de régions Il,fus.
Chaque pixel d’une image Il,fus(x, y) correspond à la valeur maximum du pixel
correspondant à (x, y) sur toutes les Ik,l,select à l fixé :

∀x, ∀y, Il,fus(x, y) = max
k=1,···,K

Ik,l,select(x, y)

Ainsi, si dans au moins une des images sélectionnées le voisinage d’un pixel
n’est pas ressemblant à la région de référence, il ne sera pas classé comme étant
de cette région dans Il,fus.

La figure 4.7 présente les ressemblances Il,fus à quatre régions. Celles-ci ont
été binarisées pour gagner en lisibilité. On peut y constater que deux régions
très ressemblantes peuvent se chevaucher.
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Fig. 4.7 – Ressemblance de quatre régions

Une fois les Il,fus calculées, il ne reste plus qu’à classifier les pixels selon leur
région la plus proche. La carte des régions est notée Ifus. Chaque pixel de Ifus

est affilié à la région pour laquelle la valeur de l’image Il,fus est la plus basse.
Il est possible qu’aucune classe ne soit attribuée à un pixel. Ceci arrive lorsque
qu’aucune classe n’est considérée comme proche du voisinage du pixel en ques-
tion.
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∀x, ∀y, Ifus(x, y) = arg min
l=1,···,L

(Il,fus(x, y)|Il,fus(x, y) < Pl,max)

avec Pl,max le seuil au dessus duquel Il,fus la région l n’est plus attribuable
à un point.

La classifications des points de l’image sur les figures précédentes se trouve
figure 4.8 Les pixels les plus sombres sont ceux pour lesquels aucune classe n’a
été attribuée.

Fig. 4.8 – Classification des pixels

4.4.3 Discussion sur l’étape de fusion

L’étape de fusion des régions doit expoiter au mieux l’aspect multi-échelle
des décompositions. Ici, on ne garde de toutes les images que le coefficient res-
semblance le plus discriminant pour classifier chaque pixel. En effet, dans une
décomposition, une texture s’exprime plus ou moins selon son niveau d’échelle
et les paramêtres de la décomposition. Si dans au moins une image d’une
décomposition l’énergie d’une région est éloignée d’une autre, on peut en déduire
que les deux régions n’ont pas la même texture. Garder la ressemblance la moins
bonne permet alors de bien différencier deux régions.

Comme nous l’avons vu figure 4.6, cette méthode connait des limites en
présence de macro-textures. Dans un premier temps, la méthode utilisée est de
demander à l’utilisateur si une des textures étudiées est une macro-texture.
Les images de la décomposition étudiant les textures les plus fines ne sont
alors pas prises en compte par le classifieur. Afin d’automatiser cette étape,
il faut mieux étudier l’influence des macro-textures (ou bien des contours) sur
les hautes fréquences de l’image. Une piste plus générale est évoquée dans les
perspectives.
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4.5 Tests

4.5.1 Méthodologie de test

Les tests de notre algorithme de segmentation ont été majoritairement ef-
fectués sur des images aériennes de la canopée. Ces images ont été prises à plu-
sieurs niveaux de résolution. La première est une image aérienne à 100 mètres.
La deuxième est une image d’une résolution de l’ordre du mètre par pixel.
La troisième est une image prise à 200 mètres. Enfin, nous avons segmenté
une image de textures issues de l’album de Brodatz [39]. Cette image montre
quelques unes des limites de la méthode.

Comme nous l’avons vu plus tôt, pour segmenter une image, nous comparons
le voisinage de chaque pixel à plusieurs régions de références. Chacune de ces
régions de référence correspond à une classe de texture. Une fois le coefficient
de ressemblance entre chaque région calculé, nous rejetons pour chaque pixel les
classes de textures trop éloignées de ce pixel. Si toutes les classes sont rejetées,
alors le pixel est appartient à la classe rejet. Si une seule classe est gardée, alors
le pixel est dans cette classe. Enfin, si plusieurs classes sont gardées, alors, la
classe la plus proche du voisinage du pixel est sélectionnée.

Le cas où plusieurs classes sont gardées est particulier. Il signifie que compte
tenu des paramètres observés, plusieurs régions de référence sont proches du
voisinage du pixel observé.. Nous donnerons donc pour chaque couple de classes
les taux de conflit. Le taux de conflit entre la classe k et la classe l est le
pourcentage de pixels retenus pour la classe l qui sont aussi retenus pour la
classe k. Plus le taux de conflit entre deux régions est grand, plus les classes
sont considérées comme proches compte tenu des images prises en compte pour
la segmentation.

4.5.2 Résultats

test 1

L’image étudiée ici correspond à une image aérienne prise à 100 mètres.

La région de référence 1 est le carré le plus haut. La région 2 se situe en bas
à gauche. La région 3 est en bas au centre. Enfin, la région 4 est celle au milieu
et plutôt à droite.

Voila l’image initiale. Celle ci présente les régions de référence :
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Image initiale

Région de référence Caractéristiques

1 Texture très fine
2 Texure assez grossière
3 Texture fine
4 Pas de texture
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Voici le résultat de la segmentation. La segmentation a été calculée grâce
aux images issues d’une décomposition en paquets d’ondelettes décimée. Les
images sont issues des ondelettes (les images de détails) aux trois premiers ni-
veaux d’échelle :

Image segmentée

Sur l’image du haut, le noir représente les pixels non classés, le gris foncé les
pixels classés dans classe 1, le gris les pixels de la classe 2, le gris clair la classe
3 et le blanc la classe 4.
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Les résultats sont proches de ce que l’on peut interpréter visuellement. Il
semble important de remarquer qu’un arbre correspond pas à une classe de tex-
ture. La segmentation classifie la texture du voisinage de chaque pixel en tenant
compte de la texture. Retrouver le type de chaque arbre demande une couche
supplémentaire dans le système d’analyse d’image.

Nous présentons ci-dessous les cartes ressemblances aux régions initiales.
Celles-ci ont été binarisées au seuil 0.9995. On considére qu’au delà de cette va-
leur les voisinages des pixels sont différents des régions de référence. Les pixels
noirs correspondent alors aux pixels proches des régions de référence :

Zones valides. Haut-gauche : région1, Haut-droite : région 2
Bas-gauche : région3, Bas-droite : région 4
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Résultats numériques :

– Taille des régions (en tenant compte de la superposition des régions) :
– Région 1 : 241902 pixels (49.1% de l’image)
– Région 2 : 42752 pixels (8.6% de l’image)
– Région 3 : 107180 pixels (21.7% de l’image)
– Région 4 : 99212 pixels (20.1% de l’image)

– Taille des regions (sans tenir compte la superposition des régions) :
– Région 1 : 411010 pixels (83.5% de l’image)
– Région 2 : 247182 pixels (50.2% de l’image)
– Région 3 : 259570 pixels (52.7% de l’image)
– Région 4 : 300254 pixels (61.0% de l’image)

– Conflit :

Région k Région l Nombre de pixels en conflits Taux pour k Taux pour l
1 2 246402 59.9 99.6
1 3 258790 62.9 99.6
1 4 220998 53.7 73.6
2 3 246910 99.8 95.1
2 4 97566 39.4 32.4
3 4 104010 40.0 34.6

Ce tableau met bien en évidence le fait que la plupart des régions sont très
proches ici. Le seuil en dessous duquel une région était considérée comme
proche d’une classe de référence était 0.9995. Il est donc possible d’abais-
ser ce seuil si l’on souhaite isoler une région. Il serait aussi intéressant de
rechercher d’autres paramètres pour mieux différencier les classes. Ceci re-
vient à prendre d’autres images, ces dernières pouvant être issues d’autres
types de décompositions.

On peut enfin constater que les images prises dans décomposition per-
mettent de bien différencier les région 2 et 3 par exemple. Ceci semble
relativement évident. Les deux régions de référence sont visuellement très
différentes au niveau des textures.

– Nombre de pixels non liés à une région :
– 1056 pixels (0.2% image)
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test 2

L’image segmentée ici est toujours une image de canopée. Elle est cependant
prise à une résolution différente de celle du test précédent. Ici, la résolution est
de l’ordre du mètre par pixel.

La région 1 est celle en bas à droite. La région 2 est plus au centre.

Image initiale

Région de référence Caractéristiques

1 Végétation dense
2 Végétation plus espacée
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Image segmentée suivant trois niveaux d’échelles

Sur l’image du haut, le noir représente la classe de rejet, le gris la première
classe et le blanc la deuxième classe.
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Segmentation des images suivant une seule échelle. Haut : échelle 1,
Milieu : échelle 2, Bas : échelle 3
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Il semble intéressant de montrer ce que donne la classification des pixels sur
un seul niveau d’échelle. On constate que la segmentation est d’autant plus fine
que l’échelle est basse. Sur cette image, l’échelle d’étude ne semble pas influencer
la classification des pixels.

test 3

L’image traitée ici est proche de celle étudiée dans le test 1. Elle est ici prise
à 200 mètres et non à 100 mètres.

La région 1 est celle qui est placé à gauche ; la 2 est la plus basse ; la 3 est
celle de droite ; enfin, la 4 est celle du haut.

Image initiale

Région de référence Caractéristiques

1 Zone d’ombre, pas de texture
2 Texture grossière, branchages apparents
3 Texture fine
4 Texture assez fine
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Image segmentée suivant trois niveaux d’échelles
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Segmentation des images suivant une seule échelle. Haut : échelle 1,
Milieu : échelle 2, Bas : échelle 3

Le code des couleurs est ici le même que dans le test 1.
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test 4

L’image étudiée dans ce test n’est plus une image de canopée. On étudie
ici une superposition de textures issues de l’album de Brodatz. Cette image
est beaucoup plus petite que les images précédentes. Cette image a déja été
étudiée plus tôt avec l’aide de décompositions en ondelettes non décimées. Elle
est ici étudiée avec une décompositions en paquets d’ondelettes décimée. Les
résultats sont donc moins précis spatialement mais beaucoup plus précis au ni-
veau fréquenciel.

La région 1 est le gros carré en haut à gauche ; la région 2 est celle à l’intérieur
du carré mais pas du triangle ; la 3 est celle dans le traingle ; la 4 est celle du
rectangle en haut à droite.

Image initiale
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Image segmentée suivant deux niveaux d’échelles

Le code des couleurs est ici le même que dans le test 1.

On constate que les régions sont globalement bien retrouvées. Cependant,
au bords du carré ou du rectangle, on retrouve la classe du triangle (gris clair).
Ceci est du au filtrage. Sur des transitions franches de texture, on retrouve un
mélange des deux classes. Ici, la classe 4 se situe en termes de textures entre les
classes 1 et 2 et entre les classes 1 et 3.
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Segmentation des images suivant une seule échelle. Haut : échelle 1,
Bas : échelle 2

On constate ici que l’effet de mélange des paramètres de texture est d’au-
tant plus important que le niveau d’échelle est élevé. Les filtrages successifs
expliquent ce phénomène.
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4.6 Perspectives

Contrairement à toutes les méthodes rencontrées précédement, celle-ci per-
met de classer un pixel dans aucune classe de référence. Cette méthode est
relativement rapide mais est relativement gourmande en mémoire.

Un premier travail pour améliorer le programme est de revoir l’algorithme
de segmentation pour qu’il nécessite moins de mémoire.

Un autre travail porte sur l’ajustement des zones dans lesquelles les régions
de référence sont définies ainsi que les seuils limites de ressemblance du voisi-
nage d’un pixel à une région. L’exploitation des taux de pixels en conflit avec
une autre région semble être une bonne piste.

D’une manière plus générale, une piste particulièrement intéressante est celle
qui consiste à lancer automatiquement de nouvelles décompositions lorsque la
(les) décomposition(s) courantes ont du mal à distinger les textures. Les pa-
ramètres et le type des nouvelles décompositions doivent être choisis de manière
à mettre en avant de nouvelles informations sur l’image (étude plus fine spatiale-
ment ou fréquenciellement, filtres plus ou moins larges, étude de la directionalité
plus ou moins fine). Les nouveaux résultats contredisent ou renforcent ceux déjà
existants.

Il est alors nécessaire de développer un système de fusion approprié au multi-
échelle. Il faut donner à ce système un jeu de règles sur l’efficacité de chaque
paramètre de la décomposition pour l’étude de la texture. Ce jeu de règles de-
mande une étude plus poussé des opérateurs d’étude de la texture.
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Conclusion

Dans ce rapport de DEA, nous avons tout d’abord présenté dans le chapitre 1
les méthodes d’analyse des textures les plus usuelles. Nous avons vu que parmis
ces méthodes les matrices de coocurence ou bien les longueurs de plage peuvent
donner de bons résultats. Elles sont cependant assez lourdes en terme de calculs.
Les méthodes d’ordre un sont elles beaucoup plus rapides. Cependant elles ne
décrivent pas les relations spatiales entre les pixels.

Les méthodes de décompositions temps-fréquences et d’une manière plus
générale les décompositions multi-échelles sont alors une alternative intéressante
aux méthodes précédentes. Le chapitre 2 leur est donc consacré. Elles permettent
d’obtenir un compromis entre localisation spatiale et localisation spectrale des
textures. L’analyse temps-échelle à proprement parler (Fourier à court terme,
Gabor) est bien représentatives de ces méthodes. Cependant, les méthodes
d’analyse de type temps-échelle (ondelettes, paquets d’ondelettes, bases de co-
sinus locaux) les supplantent aussi bien sur le niveau théorique que pratique.
Elles méritent d’être mieux étudiées notemment pour l’utilisation de filtres ca-
ractérisant la directivité des textures. Enfin, une alternative aux décompositions
temps-fréquences est la pyramide morphologique. Elle est très hautement pa-
ramétrable et relativement peu gourmande en ressources informatiques. Il serait
donc intéressant de mieux approfondir cette approche.

Nous avons ensuite étudié, dans le chapitre 3, quelques méthodes d’analyse
multi-échelle de la texture. Il en ressort que les méthodes d’extraction des tex-
tures en multi-échelle sont nombreuses et variées. Souvent ces méthodes sont
des méthodes d’étude de texture usuelles adaptées au multi-échelle. Leur prin-
cipal intérêt est alors de tenir compte des relations entre les différents niveaux
d’échelle.

Enfin, après avoir étudié toutes ces méthodes, nous avons développé notre
propre approche de la segmentation multi-échelle. Nous avons alors été poussé à
développer une bibliothèque d’analyse d’image multi-échelle en C. L’algorithme
utilisé ainsi que les résultats obtenus sont présentés chapitre 4. L’utilisation
de décompositions multi-échelles y ressort comme une technique intéressante
pour l’étude des textures. Cependant, de nouvelles voies de recherche semblent
se profiler. Alors que les techniques de décompositions multi-échelles semblent
abouties, il est nécessaire de développer des techniques d’analyse qui prennent
mieux en compte les spécificités du multi-échelle. L’obtention d’outils d’analyse
de la texture à la fois rapide et efficaces doit passer par là.
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Annexe A : Les espaces de Fourier

Voici un bref aperçu de l’analyse de Fourier. Celui-ci se concentre sur les
résultats utiles en traitement d’images.

La Transformée de Fourier :

Soit f(t) t ∈ R, une fonction dans le domaine temporel. F (ω) sa représentation
dans le domaine fréquentiel, alors :

F (ω) =

∫ +∞

−∞

f(t)e−jωtdt

est la transformé de Fourier, et :

f(t) =
1

2π

∫ +∞

−∞

F (ω)ejωtdt

est la transformée de Fourier inverse.

remarque : On note aussi F (ω), f̂(ω)

Par exemple :

Fig. 4.9 – Distribution de Dirac dans le domaine temporel.

donne :
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Fig. 4.10 – Transformée de Fourier de Dirac.

Les fonctions de transfert :

Soit x(t) un signal avant filtrage linéaire et y(t) ce même signal après fil-
trage. X(ω) et Y (ω) leurs représentations dans le domaine fréquentiel. Alors
H(ω) caractérise le système indépendement du signal d’entrée :

Y (ω) = H(ω)X(ω)

H(ω) se nomme la fonction de transfert. Certains filtres se caractérisent par
une fonction de transfert particulière :

– Un filtre Passe-bas permet d’éliminer les hautes fréquences. Il détecte les
changements brusques de fréquence dans le temps. La figure 4.11 présente
un filtre passe-bas.

Fig. 4.11 – Filtre passe bas
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– Un filtre Passe-haut, élimine les basses fréquences. Il permet ainsi de
détecter les changements rapides dans le signal. Un filtre passe-haut est
présenté figure 4.12

Fig. 4.12 – Filtre passe haut

– Un filtre Passe bande permet de ne garder qu’un spectre limité de fréquences.
Une illustration en est donnée figure 4.13.

Fig. 4.13 – Filtre passe bande

Le théorème d’échantillonnage (Shannon) :

Le passage d’un signal analogique vers un signal numérique passe par deux
étapes, la quantification et l’échantionnage. La quantification est la discrétisation
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sur les valeurs du signal et l’échantillonnage est sa discrétisation dans le temps.

La quantification peut créer du bruits ainsi que des artefacts. Ainsi, il est
nécessaire qu’elle soit aussi fine et adaptée au signal que possible.

L’échantillonnage, lui doit répondre à la loi suivante appellé théorème d’échantillonnage
ou bien théorème de Shannon.
Pour reconstruire (ou bien analyser) un signal à partir d’un signal échantillonné,
il faut :

fe > 2fmax

avec fe la fréquence d’échatillonnage et fmax la plus grande fréquence du signal.
Les fréquences ne répondant pas à cette loi, peuvent créer du bruit et surtout
ne sont pas analysables numériquement.

La Transformée de Fourier Discrète

Soit f(t) un signal. On souhaite étudier ce signal sur une période T avec N
échantillons. Le pas d’échantillonnage de fn est donc :

pas =
2π

NT
= ∆ω

La Transformée de Fourier Discrète (T.F.D.) s’exprime par :

Fm = F (m∆ω) =

N−1∑

n=0

fne
−j2πm n

N m = 0, . . . , N − 1

et la Transformée de Fourier Discrète inverse (T.F.D.−1) :

fn =
1

N

N−1∑

m=0

Fme
j2πm n

N n = 0, . . . , N − 1

Cette opération permet de mettre en valeur les fréquences qui caractérisent
le mieux la fonction mais aussi de simplifier les opérations de convolution. Un al-
gorithme de moindre complexité permet d’effectuer très rapidement cette trans-
formée. C’est la Transformée de Fourier Rapide.

Le cas bidimensionnel :

Dans ce paragraphe, les signaux étudiés ont des fonctions du type f(x, y) et
non f(x) comme dans le cas monodimensionnel.

La Transformée de Fourier bidimentionnelle est séparable :

TF{f(x, y)} = TFy{TFx{f(x, y)}} = TFx{TFy{f(x, y)}}
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TF−1{F (ωx, ωy)} = TF−1
y {TF−1

x {F (ωx, ωy)}} = TF−1
x {TF−1

y {F (ωx, ωy)}}
Ainsi, pour transformer une image du domaine ’temporel’ vers le fréquentiel,

il suffira d’abord d’effectuer la Transformée de Fourier Discrète sur toutes ses
lignes puis toutes ses colonnes ou bien le contraire.
Revenir ensuite vers le domaine ’temporel’ demandera la même opération avec
la Transformée de Fourier Discrète inverse.
Pour éviter de trop longs temps de calculs, il est recommandé d’utiliser la Trans-
formée de Fourier Rapide.
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Annexe B : Quelques ondelettes

Ondelette de Haar

La base de Haar se construit à partir de la fonction d’échelle :

ϕ(t) = 1 si 0 6 t < 1 (4.1)

= 0 sinon (4.2)

On obtient donc le filtre associé :

h[n] =
√

2

∫ +∞

−∞

ϕ(t)ϕ(2t− n) =
1√
2

si n = 0, 1 (4.3)

= 0 sinon (4.4)

On en déduit que :

g[n] = (−1)nh[1 − n] = +
1√
2

si n = 0 (4.5)

= − 1√
2

si n = 1 (4.6)

= 0 sinon (4.7)

Par le suite, on construira toujours l’ondelette associée telle que :

ψ(t) = ϕ(2t) − ϕ(2t− 1)

Donc ici :

ψ(t) = +1 si 0 <= t <
1

2
(4.8)

= −1 si
1

2
6 t < 1 (4.9)

= 0 sinon (4.10)

Les filtres h et g sont représentés figure 4.14

Ondelette de Daubechies

Les Ondelettes de Daubechies vérifient la relation ”miroir en quadrature” :

|H(ν)|2 + |H(ν +
1

2
)|2 = 1

Avec H le filtre passe-bas correspondant à la fonction d’échelle dans les
éspaces fréquenciels.
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Fig. 4.14 – Filtres h et g de Haar

On peut de même établir que H correspond à une ondelette à r moments
nuls si il vérifie :

H(ν) = (
1 + ei2πν

2
)r+1L(ν)

où L est un polynôme trigonométrique.

On peut alors poser :

|H(ν)|2 = (cos2πν)rP (sin2πν)

où le polynôme P est solution de l’équation :

(1 − x)rP (x) + xrP (1 − x) = 1

Ingrid Daubechies a montré qu’une telle solution était donnée par :

P (x) =

r−1∑

k=0

Cr−1+k
k xk

Les filtres h et g de taille 6 et 20 sont représentés figures 4.15 et 4.16.

Ceci apporte une solution au problème donné par une ondelette à support
compact de régularité r par un jeu de 2r coefficients non nuls.

Ondelette de Battle-Lemarie

L’ondelette de Haar est très peu régulière et mal localisée en fréquence. On
souhaite alors construire des bases plus régulières en ajoutant des contraintes sur
les fonctions d’échelles. Ici, on souhaite qu’elle engendre des bases de fonctions
splines (ici une spline d’ordre 1) :
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Fig. 4.15 – Filtres h et g de taille 6 de Daubechies

Fig. 4.16 – Filtres h et g de taille 20 de Daubechies

ϕ(t) = 1 − |t| si 0 <= |t| < 1 (4.11)

= 0 sinon (4.12)

On dispose cette fois d’une fonction continue (∈ C1) mais dont l’ensemble
des translatées entières ne constitue pas une famille orthonormale. On introduit
donc la fonction φ+ définie à partir de la représentation fréquentielle de ϕ :

φ+(ν) = φ̃(ν)(

+∞∑

n=−∞

|φ̃(ν + n)|2)− 1
2

La famille obtenue à partir de φ+ est alors orthonormale. Il est important
de constater que l’ondelette correspondante est à support infini.
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Les filtres h et g associés sont figure 4.17.

Fig. 4.17 – Filtres h et g de Battle-Lemarie

Cette même procédure est suivie pour des fonctions d’échelle de régularité
croissante, correspondant à des fonctions splines d’ordre de plus en plus élevé.
Les fonctions d’échelle et ondelettes correspondantes sont alors de mieux en
mieux localisées et de régularité de plus en plus grande.

Ondelettes splines biorthogonales

Les ondelettes splines biorthogonales ont une construction proche des splines
orthogonales. La biortogonalité leur permet d’être symétriques. Les ondelettes
d’analyse ne sont pas ici les mêmes que les ondelettes de synthèse.

Les filtres h et g d’analyse et de synthèse associés se trouvent figures 4.18 et
4.19.
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Fig. 4.18 – Filtres h et g d’ondelettes splines biorthogonales d’analyse

Fig. 4.19 – Filtres h et g d’ondelettes splines biorthogonales de synthèse
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[14] C. Bouman and B. Liu. Multiple resolution segmentation of textured
images. IEEE Transactions on pattern analysis and machine intelligence,
39(9) :2025–2043, 1991.

[15] Site internet du laboratoire de statistiques et probabilité de l’ups.
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